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Resumen—La producción de la palta desempeña un papel importante en la 

satisfacción de las necesidades nutricionales alimentaria a nivel mundial. Las 

enfermedades en las plantas es un fenómeno bastante común que dificulta la 

producción bruta y causa enormes perdidas a los agricultores. En este contexto, 

la detección precoz de la enfermedad del TRIPS es esencial para la producción 

sana. Esta investigación es desarrollada en el modelo de ResNet18, un enfoque 

basado en redes neuronales convolucionales (CNN) para detectar enfermedad 

del TRIPS, dado que, ocasiona una perdida total en la mayoría en las paltas en 

quitasol Abancay, en cuanto a, utilizando imágenes de las hojas de la palta 

(aguacate), este modelo se desempeña especialmente para el reconocimiento 

de enfermedad de esta, en el lugar de quitasol Abancay utilizando un novedoso 

aprendizaje profundo por medio de imágenes que conforman un conjunto de 

datos específicos de la región y se clasifica en dos clases como son Trips y 

Sanas de la palta, en rendimiento de ResNet18 se evalúa con una media de 

exactitud, precisión, recall del 99.24%, 98.94% y 99.29% respectivamente, en 

una validación de VGG-16 con una medición, precisión, recall 96.78%, 96.77% 

y 95.74% respectivamente, con una variación superior a la del modelo como 

VGG-16. ResNet18 puede ser útil en la detección de síntomas temprano de la 

enfermedad de TRIPS, lo que en última instancia conduce a una mayor 

producción de aguacate. 

Palabras clave: Redes Neuronales Convolucionales (CNN), Trips 

 
 
Abstract— Avocado production plays an important role in meeting the world's nutritional food needs. Plant disease is a fairly common phe-

nomenon that hampers gross production and causes huge losses to growers. In this context, early detection of TRIPS disease is essential for 

healthy production. This research is developed on the ResNet18 model, an approach based on convolutional neural networks (CNN) to detect 

TRIPS disease, since, it causes a total loss in most avocados in quitasol Abancay, as for, using images of avocado leaves, this model performs 

especially for the recognition of avocado disease, in the place of quitasol Abancay using a novel deep learning by means of images that 

conform a set of specific data of the region and is classified in two classes as they are Trips and Healthy of the avocado, in ResNet18 perfor-

mance is evaluated with an average of accuracy, precision, recall of 99. 24%, 98.94% and 99.29% respectively, in a VGG-16 validation with a 

measurement, accuracy, recall 96.78%, 96.77% and 95.74% respectively, with a higher variation than the model as VGG-16. ResNet18 can 

be useful in detecting early symptoms of TRIPS disease, ultimately leading to higher avocado yield. 

 

Keywords: Convolutional Neural Networks (CNN), Thrip 

 
 

1 INTRODUCCIÓN 

La palta se cultiva en más de 20 países, principalmente en 

regiones tropicales y subtropicales [1]. Las enfermedades en 

la palta son uno de los principales conductores a la perdida 

de la producción. La gravedad de las enfermedades de la 

palta es un parámetro importante para medirlas y pueda 

utilizarse para predecir el rendimiento y recomendar los 

tramientos correspondientes. El diagnóstico rápido y preciso 

de la gravedad de la enfermedad ayudará a reducir perdidas 

en el rendimiento, y su identificación de las enfermedades 

suele ser visualmente por el ojo humano de los agricultores 

alrededor del mundo. 

La palta es un árbol, conocido en muchos países como la 

palta en (Quechua) avocado en (Inglés) pertenece a la familia 

laurácea su fruto puede alcanzar de un tamaño 2-4 cm en su 

etapa madura, entre las variedades tenemos Hass, Fuerte [2]. 

Así mismo, Las enfermedades en la palta son varias, el Trips 

[3], [4], ocasiona atrofia debido a inyección de la saliva y 

toxina en hojas y tallos tiernos, esto ocasione aborto de las 

flores, ocasiona perdidas desde el 50% al 100% en su 

producción. 

La oferta de la palta ha experimentado un crecimiento 
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promedio anual a nivel mundial del 14% en los últimos cinco 

años. Los países de América, generaron exportaciones más 

significativas hasta el 66% del total a nivel mundial, tenemos 

a  México liderando, seguido por República Dominicana y 

Perú [1]. Así mismo, el consumo de la palta se ha visto en 

crecimiento en todo el mundo en los últimos años, y la 

variedad de Hass es el más popular por los consumidores. 

Esta tendencia ha sido provocada en parte por los cambios en 

los hábitos dieticos hacia productos más sanos, por otro lado, 

el mercado se ha ido familiarizando cada vez más con esta 

especie. La palta, conocido por su sabor, así como por sus 

numerosos beneficios para la salud y sus variados usos 

culinarios, tiene una gran versatilidad y adaptabilidad 

transcultural, la producción de la palta tiene una tendencia de 

crecimiento en un 7% con 8,4 millones de toneladas, uno de 

los productores es México haciendo una representación de 

3,16% millones de toneladas, anuales, otro país que exporta 

es Perú con una tasa muy significativa de las 36,360 toneladas 

[3], [4], [5], así mismo, Apurímac exportaria durante los 5 

años venideros, un total de 360 toneladas por campaña con 

destino hacia Europa [6], [7], la aparición de enfermedades en 

las plantas reviste una gran importancia, ya que repercute 

directamente en la cantidad y calidad, estas enfermedades se 

atribuen a factores como hongos, baterías virus, etc. La 

identificación y detección temprana de estas enfermedades 

permiteria aplicar medidas preventivas, así minimizando las 

perdidas tanto productivas como económicas. En el pasado, 

la clasificación y detección de enfermedades dependía en 

gran medida de la observación visual por parte de expertos 

[8]. Sin envargo, este enfoque suele resultar poco practico 

debido a falta de expertos en zonas remotas y a la lentitud del 

proceso. Como solución, la aparición de herramientas como 

análisis de imágenes ha demostrado eficaz para detección de 

enfermedades en las plantas. La enfermedad del Trips suele 

manifestarse síntomas específicos en las hojas, por lo que es 

factible emplearse diversos algoritmos de aprendizaje 

profundo y técnicas de procesamiento de imágenes para 

identificación y detección de esta enfermedad. En los últimos 

años, la agricultura sigue siendo un componente importante 

en nuestra economía [9]. A medida que la tecnología y la 

investigación han ido avanzando, se ha puesto de manisfiesto 

que diversas enfermedades afectan la plantación de la palta, 

provocando una perdida de el rendimiento de la calidad, 

como pérdidas de sus frutos. Este problema se ha convertido 

de preocupación en los agricultores.  Las nefermedades del 

Trips en la palta afecta entre el 80% y al 100% de perdida en 

las cosechas, lo que se traduce en una perdida económica para 

el agricultor como para el país. Entre ellas, las enefermedades 

de las hojas de las plantas desenpeñan un papel importante 

en su producción agrícola. Por consiguiente, hacer frente a las 

enfermedades de la palta resulta crucial para el sector 

agrícola y la economía de nuestro país. El comportamiento 

dinamico de las redes neuronales ha cautivado a las 

comunidades científicas y tecnológica. Si afrontamos 

eficazmente este reto, podremos mejorar la calidad de la 

palta, reducir la prevalencia de cultivos enfermos y lograr 

mayores rendimientos. Este planteamiento no solo fortalecerá 

la economía, sino quetambien contribuye al avance de la 

agricultura. Para abordar este problema, se desarrollado un 

marco de aprendizaje profundo que convina dos modelos de 

algoritmos de aprendizaje profundo para reconocimiento de 

enferdad del Trips. Las principales contribuciones de este 

trabajo se resumen en el apartado 1.1. 

1.1 Trabajos relacionados 

Para aplicar correctamente las medidas de control y 

gestionar las enfermedades de las platas, es fundamental 

detectarlas a tiempo. Existe varios enfoques técnicos de 

reconocimiento de enfermedades en las plantas. Uno de los 

más comunes es la detección visual. Sin embargo, el proceso 

de identificación visual de las enfermedades en las plantas 

requiere mucho trabajo y es menos preciso. Una de 

alternativa es realizar análisis de laboratorio, este método 

requiere mucho tiempo, conocimiento técnico e instalaciones 

de laboratorio [10]. Aparte de estos métodos convencionales, 

la IA también se ha utilizado para detectar enfermedades de 

las plantas en los últimos, décadas [11], [12]. Sin embargo, el 

reconocimiento de imágenes y las clasificación han 

progresado enormemente en los últimos años con el uso de 

Redes Neuronales Convolucionales (CNN) [8], [9].  

 
En 2023, Bhuiyan et al. Desarrollaron un modelo Banana 
SqueezeNet para detectar enfermedades del banano para lo 
cual utilizaron algunas redes neuronales como Efficient-
NetB0, MovileNetV3, ResNet-101, ResNet-50, InceptionNet-
V3 y VGG16 mediante imágenes de las hojas del banano las 
enfermedades de Pestalotiopsis, Sigatoka y Cordona, así lle-
gando detectar temprana las enfermedades [13], por otra 
parte, en 2021 propusieron un modelo de predicción de pla-

Fig.  1. VVG-16 Estructura. 
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gas en los cultivos de palto utilizando metodologías de apren-
dizaje automático como las plagas de Trips [14], detectar en-
fermedades de mango mediante las imágenes de la hoja, para 
ello tomaron las imágenes mediante las cámaras de celulares 
utilizaron VGG16, Leafet, AlexNet así logrando con una pre-
cisión de 98.55% 99.50% y 99.45 [15]; desarrollo un modelo 
JutePestDetec basado en aprendizaje por transferencia para la 
identificación de plagas de yute, aplicaron los siguientes al-
gotitmos como DenseNet, InseptionV3, MobileNetV2, 
VGG19 y ResNet50 [16], así, mismo, desarrollaron aplicativo 
web para la identificación de deficiencia de zing en naranjos 
mediante Redes Neuronales Convolucionales (CNN) utili-
zando Transfer Learning VGG16 [17]. 

En este trabajo, proponemos un modelo de comparación de 2 

modelos como son; modelo VGG-16, y el modelo de 

ResNet18, para identificar la plaga de TRIPS en el aguacate 

mediante las hojas de la palta. Se realizó la comparación de 

dos modelos como son VGG-16 y ResNet18: 

Las principales aportaciones de este estudio son: 
 

a) Recolección del conjunto de datos sobre la enferme-
dad de TRIPS de las hojas del aguacate. 

b) Reconocimiento de la plaga de TRIPS mediante imá-
genes de las hojas de la palta. 

2 MATERIALES Y METODOLOGIA 

2.1 Arquitectura de Redes Neuronales VGG-16 

El modelo VGG-16 es una arquitectura de Red Neuronal 
Convolucional (CNN) por el Visual Geometry Group (VGG-
16) de la Universidad de Oxford. Se caracteriza por su pro-
fundidad, que consta de 16 capas, incluidas 13 capas convo-
lucionales y 3 capas complementarias conectadas. VGG-16 es 
reconocido por su simplicidad y eficacia, así como por su ca-
pacidad para lograr un sólido desempeño en varias tareas de 
visión artificial, incluida la clasificación de imágenes y reco-
nocimiento de objetos. VGG-16 introduce un nuevo aspecto 
importante en el diseño de CNN, aumentando constante-
mente la profundidad de la red, agregando más capas convo-
lucionales, lo cual es viable, debido al uso de filtros de 3x3 en 
todas las capas. Este diseño permite que el modelo aprenda 
representaciones jerárquicas de características visuales, lo 
que conduce a predicciones sólidas y precisas. A pesar de su 
simplicidad en comparación con arquitecturas más reconoci-
das recientemente, VGG-16 sigue siendo una opción popular 
para muchas aplicaciones de aprendizaje profundo debido a 
su versatilidad y excelente desempeño [18], [19]. 

 
 2.2 Arquitectura de Resde Neuronales ResNet18 

 
El modelo ResNet18 fue propuesto en Deep Residual 

Learning for image Recognitin por Kaiming he, Xiangyu 
Zhang, Shaoqig y Jaian Sum. La idea de los bloques residua-
les, apila capas adicionales en las redes neuronales profun-
das, las dos primeras capas de ResNet son las mismas que las 
de GoogLeNet de 7x7 las convolucionales con 64 canales de 
salida y un paso de 2 seguidas por 3x3 capa de agrupación 
máximo con un paso de 2. Hay cuatro capas convolucionales 
en cada módulo excluyendo 1x1. Junto con la primera 7x7 

capa comvoluconal y la final completamente conectada, hay 
18 capas en total [15],[16]. 

2.3 Materiales 

• Cámara fotográfica digital canon de 16.2 megapixe-
les. 

• Micro USB para almacenamiento de las imágenes. 
• UBS Kington de 32GB. 
• Computadora con una tarjeta grafica de 2GB con una 

memoria de 32GB de RAM, sistema operativo 
Ubunto 22.04. 

• Registro de imágenes de las hojas del aguacate. 
• Archivo con una extención *.py/ipynb  

2.4 Tipo de nivel de investigación 

La investigación es de tipo aplicado con nivel descriptivo. 

 

2.5 Procedimiento de recolección de datos. 

Primeramente, se realizó la recolección de las hojas de la 
palta, de este modo, se realizó la captura de imágenes de las 
hojas de la palta, ya que, estas imágenes representan el con-
junto de datos que es conformado por imágenes digitales cap-
turados por medio de una cámara digital, dichas imágenes 
representan dos clases tal como se describe en la tabla 01, así, 
las hojas que contiene la enfermedad de TRIPS y hojas Sanas, 
dado que, las imágenes se obtuvieron de los agricultores del 
sector de Quitasol de la provincia de Abancay departamento 
de Apurímac a una altitud de 2,377 msnm.. Haciendo un total 
de 3,012 imágenes de 2 clases: sanas, trips. 
 

De la Fig 3 podemos visualizar las imágenes de las hojas 
de la palta con la enfermedad de Trips y por otra parte hojas 
sanas. 

Para empezar, las hojas afectadas por la enfermedad se 
clasificaron según sus características con la ayuda de un es-
pecialista conocedor de esta enfermedad del Trips, así pues, 
se realizó la limpieza de los datos para posteriormente elimi-

Fig.  2. ResNet18 Estructuta 

Fig.  3. Ejemplo del conjunto de datos de la palta cual conforma hojas 
sanas y con enfermedad de trips. 
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nar las imágenes inconsistentes, las imágenes fueron captura-
dos de tamaño 2,316 x 176, se realizó la reducción de imáge-
nes a 250 x 250 para lo ello se utilizo un algoritmo, se dividió 
el conjunto de datos en entrenamiento, validación y prueba, 
se realizaron las distribuciones de la siguiente manera entre-
namiento con 68%, validación con 22% y prueba con 10%.  
 

TABLA 1 

Número de Imágenes para cada clase de entrenamiento/valida-
ción/prueba 

No. 

Clase 

Nombre 

clase 

Número de imágenes 

Train Valid Test 

0 TRIPS 1,170 257 117 

1 Saludable 1,170 257 117 

Total 2,340 514 234 

 
Se utilizó la técnica de aumentado de datos son: rotación, 

y escalado [20], [21], [22]. el proceso de aumentación tiene 
como objetivo de incrementar el número de imágenes de la 
palta a su vez ayudar a evitar el sobre ajuste. 

 

2.6 Medición del desempeño 

Métricas de evaluación, según Huerta-Mora et al. [23], las 
siguientes medidas para el rendimiento de nuestro modelo, 
Accuracy, la precision, el Recall y F1-score, se utilizaron las 
siguientes ecuaciones. 

Donde TP, FP, FN y TN indican los valores verdaderos 

positivos, falsos positivos, falsos negativos y verdaderos 

negativos en la matriz de confusión, respectivamente. 

 
a) Se realizó la captura de imágenes mediante una cá-

mara fotográfica digital Canon de 16.2 megapixeles, 
para recolección del conjunto de datos de la palta. 

b) Se seleccionaron las imágenes según su clase, las cla-
ses sanas se consideraron con imágenes de hojas sa-
nas, la clase trips con imágenes de las hojas con dicha 
enfermedad, se realizó la reducción de tamaño de 
imágenes utilizando algoritmo gausiano. 

c) Se distribuyo en train con 1986 imágenes de hojas en-
tre sanas y trips, valid 662 imágenes de hojas entre 
sanas y trips, test 364 imágenes de hojas entre sanas 
y trips. 

d) Se realizó entrenamiento de reconocimiento de en-
fermedades de la palta utilizando ResNet18 y VGG-

16, utilizando con extensión ipynb. El entrenamiento 
duro alrededor de 15 minutos con ResNet, y 5.23 mi-
nutos con VGG-16, el entrenamiento se utilizaron las 
siguientes herramientas y librerías con sus distintas 
versiones Python == 3.11, Torch ==1.12 + cuda 1.16 
+ Torchvision == 0.12, zip ==3.17, Opencv- Python 
== 4.8, Matplotlib, numpy. 

e) Se realizó las pruebas con 25 epocas para cada tipo 
de resdes neuronales convolucionales. 

3 RESULTADOS 

3.1  Resultados evaluación 

 
En la fig. 4 muestra la matriz de confusión, así, nuestro 

modelo VGG-16, llegando con un Accuracy de 96.78%, así 
mismo con una precisión de 96.77% y con Recall de 95.74%, 
de nuestras imágenes sanas fueron clasificados como inco-
rrectas 9 de las imágenes fueron clasificados como Trpis y 12 
imágenes con la enfermedad de trips fueron clasificados in-
correctos, así el modelo VGG-16 predijo. 

En la fig. 6 se muestra la matriz de confusión por el modelo 

de ResNet18, que obtuvo un Accuracy de 99.24%, así mismo 
con una precisión de 98.94% y con una Recall de 99.29%, de 
los cuales 3 imágenes sanas fueron clasificadas incorrectas y 
2 imágenes con la enferemedad de trips fueron predichas in-
corectas según nuestro modelo ResNet18, obtuvo mejores re-
sultados que el modelo VGG-16 según se muestra en la fig.4, 
así mismo, nos quedamos con el modelo ResNet18. Para este 
trabajo. 

 
 
 
 
 

Fig.  4. Matriz de confusión del modelo VGG-16 

Fig.  5. VAlidación de Accuracy segun modelo VGG-
16 
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TABLA 2. 
Valores de las metricas de las arquitecturas de mejor rendimiento. 

Modelo Accuracy Precision Recall F1-Score 

ResNet18 99,24 98,94 99,29 99,12 

VGG-16 96,78 96,77 95,74 96,26 

 
Al comparar la exactitud de las arquitecturas, los mejores 

resultados que se obutuvo fue de ResNet18 con 99.24%. 
Nuestro trabajo pretende crear un método cómodo de 

diagnosticar la enfermedad del TRIPS de la hoja de la palta. 
Los agricultores u otras partes interesados puedan tomar fo-
tos de las hojas de la palta del campo utilizando el reconoci-
miento de imágenes puedan identificar dicha enfermedad en 
la palta en cuestión de segundos. Utilizando un enfoque dife-
rente en el que detectaron plantas de la palta, la principal en-
fermedad del Trips. Utilizando métodos de aprendizaje auto-
mático. 

Sin embargo, este trabajo sigue presentando algunas limi-
taciones. El conjunto de datos que se utilizó fue bastante pe-
queño. También hubiera sido mejor incluir imágenes de hajas 
de la palta de distintos departamentos del país, lo que ubriera 
aumentado la diversidad de los datos. En general, los enfo-
ques actuales son razonablemente buenos para diagnosticar 
el Trips de la hoja de la palta, una enfermedad que se produce 
a muy temprana, y se espera mejorar en el futuro con más 
datos de entrenamiento. 

Donde la curva 0.95 para nuestro modelo ResNet18 mien-
tras que VGG-16 obtuvo 0.84 el error estándar es de 0.018 para 
ResNet18 donde 0.029 para VGG-16 para la significativa se 
obtuvo 3.2227 es significativa para nuestro experimento. 

4 CONCLUSIONES Y RECOMENDACIONES 

4.1 Conclusiones 

La automatización en el sector agrícola es una necesidad 
para los agricultores de bajos recursos en vías de desarrollo, 
como Quitasol Abancay, Apurímac, Perú, están por muy de-
trás de los estándares actuales. El uso de inteligencia artificial 
en el análisis de enfermedades de las plantas ha cobrado im-
portancia en los países de desarrollo en los últimos años, ya 
que ofrece un sistema inteligente que pueda funcionar en si-
tuaciones del mundo real, así, prestando apoyo a los agricul-
tores no expertas, agro veterinarias y patologías. En este estu-
dio, el objetivo de la arquitectura VGG-16 pueda identificar 
las enfermedades de TRIPS en las hojas del aguacate, espe-
cialmente en Abancay, Quitasol, se recopiló un conjunto de 
datos de 3900 imágenes de hojas infectadas y sanas de Aban-
cay quitasol de los agricultores y se clasificaron manualmente 
en 2 clases de 1 con enfermedad de TRIPS una clase con hojas 
sanas. Las imágenes estaban de color en 3 canales, con un ta-
maño de 2304x1728x3, se redujo de tamaño a 276x156x3, para 
permitir el manejo de características, se reducieron para su 
entrenamiento en ResNet18 y VGG-16 ambos con modelo 
CNN. El modelo ResNet18 propuesto consta con cuatro pares 
conv-poll y dos capas densas totalmente conectadas. El mo-
delo demuestra su precisión media del 99.24%. El rendi-
miento se validó mediante validaciones cruzadas. Este mo-
delo se considera un punto de referencia para evaluar otras 
arquitecturas, complejas, de aprendizaje profundo. Mientras, 
VGG-16 mostró un resultado de 96.78% de rendimiento con 
comparación con ResNet18 de la última generación. Además. 
ResNet18 es eficiente en términos de exactitud, precisión, si 
no también de considerable reducción de tiempo de cálculo y 
complejidad al tener parámetros entrenables mucho más ba-
jos. Las aplicaciones potenciales de la arquitectura VGG-16 en 
el diagnóstico de enfermedades en las plantas son numerosas, 
en modelos CNN como VGG-16 y ResNet18, puede ser una 
excelente adición a las funciones de procesamiento de imáge-
nes para mejorar su capacidad de manejar imágenes de cual-
quier tipo. 

Fig.  7. Matriz de cofución segun el modelo 
ResNet18 

Fig.  6. Predicción para las enfermedades de la palta por 
medio de las hojas. 

Fig.  8. Validación accuracy según el modelo ResNet18 
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4.2 Recomendaciones 

Por esto, este trabajo de insvestigación se recomienda uti-
lizar una Base de Datos de la región de origen junto con la 
arquitectura de CNN ResNet18 para el desarrollo de recono-
cimiento de enfermedades de TRIPS, como herramienta de 
apoyo hacia los agricultores del sector de quitasol. Por los al-
tos valores obtenidos en la experimentación.  
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